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基于分层强化学习的自动驾驶车辆掉头问题研究 

曹 洁，邵紫旋，侯 亮† 

(兰州理工大学 计算机与通信学院, 兰州 730050) 

摘 要：调头任务是自动驾驶研究的内容之一，大多数在城市规范道路下的方案无法在非规范道路上实施。针对这

一问题文中建立了一种车辆掉头动力学模型，并设计了一种多尺度卷积神经网络提取特征图作为智能体的输入。另

外文中还针对调头任务中的稀疏奖励问题，结合分层强化学习和近端策略优化算法提出了分层近端策略优化算法，

在简单和复杂场景的实验中，该算法相比于其他算法能够更快的学习到策略，并且具有更高的掉头成功率。 
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Research on autonomous vehicle u-turn problem based on hierarchical reinforcement learning 

Cao Jie, Shao Zixuan, Hou Liang† 

(Dept. of Computer & Communication, Lanzhou University of Technology, Lanzhou 730050, China) 

Abstract: The U-turn task is one of the contents of autonomous driving research, and most of the solutions under the standard 

roads in cities cannot be implemented on non-standard roads. Aiming at solving this problem, this paper establishes a vehicle 

U-turn dynamical model and designs a multi-scale convolutional neural network to extract feature maps as the input of the 

agent. In addition, for the sparse reward problem in the U-turn task, this paper proposes a hierarchical proximal policy 

optimization algorithm that combines hierarchical reinforcement learning and proximal policy optimization algorithm. In 

experiments with simple and complex scenarios, this algorithm learns policies faster and has a higher success rate of U-turn 

compared to other algorithms.  
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0 引言 

随着经济不断发展，人们对自动驾驶车辆的要求也逐步

提高。现有的自动驾驶车辆已经能够在城市道路和高速公路

上行驶，它通过地图数据与全球定位系统(global positioning 

system，GPS)定位信号或者车载摄像头来获取车辆位置，通

过识别道路上的路面标记、交通标志以及交通信号灯来作出

正确的决策。但在一些地下停车场、小区车道等路况复杂的

空间场景，GPS 信号较弱，同时缺乏路面标记以及交通辅助

信息，自动驾驶车辆往往难以应对此类场景。 

传统的自动驾驶系统[1~3]在设计的过程中被分解为多个

子系统，通过子系统之间的相互配合来完成自动驾驶任务，

并在一些复杂场景中设计大量的子模块辅助车辆进行自动驾

驶，这样的设计使得自动驾驶技术非常复杂，维护成本高昂。

近些年，人工智能技术[4~6]发展迅猛，尤其是强化学习[7~13]展现

出了巨大的潜力。强化学习分为基于模型的强化学习方法[7,8]和

无模型的强化学习方法[9~12]。它是一种学习、预测、决策的

方法框架，也是一种致力于实现通用智能解决复杂问题的方式。

但是传统的强化学习方法在一些奖励稀疏[14~17]问题上表现较差，

针对该问题，一些研究人员提出使用分层强化学习[17~20]的方法

解决。 

强化学习在自动驾驶领域也有大量的应用[21~25]，在驾驶

车辆的过程中，驾驶员需要时刻注意车辆周围的环境情况，

不断根据周围环境的变化作出决策，而深度强化学习技术能

解决端到端的感知与决策问题，越来越多的学者开始将深度

强化学习应用在自动驾驶领域。 

Li 等人[21]为寻找具有风险意识且能够使得风险最小的

自动驾驶决策策略，提出了一种基于深度强化学习的变道决

策框架。Peng 等人[22]通过给十字路口的一部分自动驾驶车辆

设计一个利他的奖励功能，来提高整个交叉路口的通行效率。

WANG 等人[23]基于强化学习的端到端自动驾驶模型提出了

一种异步监督学习方法，以解决在真实环境中训练该模型的

初始性能较差的问题。Kim 等人[24]利用强化学习对现有的自

动驾驶模型进行了修正和改进，提出了一种自动驾驶预测模

型，减少了训练时间，并提高了驾驶表现。Kendall 等人[26]首

次演示了深度强化学习在自动驾驶中的应用，他们的模型能

够使用单一的单眼图像作为输入，在少量的训练集中学习车

道跟随策略。相比传统的自动驾驶技术，深度强化学习技术

不用设计繁多的任务模块，可以模拟人的驾驶行为，从“端

到端”解决自动驾驶问题。 

但自动驾驶车辆应当能够应对生活中出现的各类场景，

能够在各种情况下完成自动驾驶任务。除了高速公路以及城

市道路，自动驾驶车辆也应当能够在一些不规范道路，比如

小区车道，停车场车道等道路上进行自动驾驶。目前城市道

路场景(比如提高十字路口通行效率、超车、跟车等行为)以及

高速公路场景的自动驾驶已经存在比较多的研究，然而在其

他场景下自动驾驶任务仍需要作出一些工作。比如在此类道

路进行一些掉头、转弯等行为，当在此类地区进行自动驾驶

时，可以使用车辆传感器对道路环境进行观测，然后通过车

载计算机计算出最佳行进路线，最后车辆根据车载计算机规

划出来的路线完成自动驾驶任务。 

本工作使用深度强化学习技术，针对一些缺乏自动驾驶

辅助信息的场景，建立了马尔可夫决策过程(Markov decision 

process, MDP)模型，提出了一种自动驾驶车辆在不规范车道
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下的掉头方法。考虑到车载摄像头难以应对全天候工作，视

频图像信息容易受到对抗样本的攻击等问题[27,28]，因而采用

激光雷达传感器进行采集信息作为输入。 

整体上这篇工作主要的贡献点在于： 

a) 一个在不规则车道场景下的车辆掉头 MDP 模型在这

篇论文中提出，用作不规范道路下的自动驾驶任务。 

b) 一种多尺度融合卷积神经网络被用作提取状态值特

征的任务，取得了很好的效果。 

c) 一种针对车辆调头任务奖励问题提出的分层近端策

略优化算法(hierarchical proximal policy optimization，HPPO)，

其效果在简单与复杂场景中得到验证。 

1 强化学习 

为了更好的解决车辆掉头问题，先将其抽象为马尔可夫

决策过程，然后使用强化学习的方法来解决这一问题。MDP

包含几个重要的元素： ( , , , )S A R  ，其中 S 代表环境状态， A

代表智能体的动作， R 代表环境的回报，一次完整的状态转

换可以表示为： t 时刻的环境状态为 ts ,在智能体执行动作 ta

后环境状态转变为 1ts + ，同时环境反馈给智能体 tr 的奖励，这

一系列状态、动作、奖励的轨迹定义为  ，如式(1)所示。 

 0 0 0 1 1 1 | | | | | |( , , , , , , , , , )T T Ts a r s a r s a r =  (1) 

| |T 代表决策序列的长度，强化学习的最终目标是通过智能

体与环境不断交互得到最大累计奖励 totalr ，如式(2)所示。 

 
| |

0

T

total t

t

r r
=

=  (2) 

在智能体与环境不断交互的过程中，为了获取最高奖励，

智能体通过学习选取价值最优的策略(动作)，可通过如 Q 价

值函数表示，如式(3)所示。 

  ( , ) | ,t t tQ s a E G S s A a = = =  (3) 

其中， tG 表示 t 时刻的状态到达最终状态的累计奖励。 Q 值

用于评判动作的好坏，状态的好坏使用 V 值来评判，并且 V

价值函数可基于 Q 价值函数值来计算，如式(4)所示。 

 ( ) ( | ) ( , )
a A

V s a s Q s a 


=  (4) 

其中， ( | )a s 表示智能体的策略，即在状态 s 下选择动作 a 的

概率。 

表演家-评论家(Actor-Critic)算法融合了基于价值的方法

与基于策略的方法，它使用表演家(Actor)网络学习策略，又

通过评论家(Critic)网络估计的价值函数进行策略更新，它解

决了基于策略的方法的高方差问题，并且更容易处理连续行

为。它是一种近似的策略梯度，其梯度计算如式(5)所示。 

 ( ) [ log ( , ) ( , )]J s a Q s a         (5) 

其中，  表示评论家网络更新的动作值函数，  表示表演家

网络以评论家网络所指导的方向更新策略参数。 

近端策略优化算法(Proximal Policy Optimization，PPO)算

法是基于表演家-评论家框架的算法，它是在基于置信域的策

略优化(Trust region policy optimization, TRPO)算法的基础上

进行了改进，优化了更新参数的方式。近端策略优化算法采

用阶段代理目标函数来控制策略的更新，它将新旧策略的比

值限制在一个范围内，通过控制这个范围的大小来限制更新

的幅度。近端策略优化算法的目标函数如式(6)所示。 

 ,( ) [min( ( ), ( ( ),1 ,1 )) ( , )]
t t

CLIP
s a t tJ k clip k A s a

     = − +  (6) 

其中， 是用于度量新策略与老策略之间偏差程度的超参数， 

( ( ),1 ,1 )tclip k   − + 将重要性采样权重限制在 )(1 ,1− + 的范围内。

( )tk  表示新旧策略的比值，如式(7)所示。 
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=  (7) 

但是单层结构的强化学习算法在应对一些奖励稀疏的问

题时，常常难以发挥出其优越的性能。分层强化学习通过将

问题分解为一组短期子问题来加速稀疏奖励任务中的学习。

分层表演家-评论家(hierarchical actor-critic, HAC)算法是第一

个成功地在具有连续状态和动作空间的任务中并行学习三级

层次结构的框架，它通过设计的三种转换，并行的训练多个

层级。文章通过在马尔可夫决策过程中增加了一组目标 G ，

构建了通用马尔可夫决策过程 (universal markov decision 

process , UMDP)，所以通用马尔可夫决策过程包含的元素为：

( , , , , )S G A R  ，其中 G 是目标集合，它的 Q 值与 V 值计算如式

(8)与式(9)所示。 
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
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=
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其中， g G 是整个回合的目标，每一层级的状态、动作集合

以及最底层的动作空间均与原始空间相同，低一层智能体通

过 s g A → 来最大化价值函数。 

分层近端策略优化算法采用分层表演家-评论家算法的

框架，在分层机制的基础上，利用近端策略优化算法来更新

表演家网络和评论家网络。 

2 车辆掉头动态模型建立 

由于目前的自动驾驶算法训练平台，如开放赛车模拟器

(the open racing car simulator，TORCS), Air Sim, Carla 等都无

法自定义场景，且难以二次开发。所以解决自动驾驶车辆的

掉头问题，首先要针对场景建立模型与仿真环境，最后选用

合适的强化学习算法进行求解。 

模型选用车辆的位置与转弯角度作为状态，选择车辆的

转弯角度作为动作，车辆每一时刻的位置可根据上一时刻的

位置计算得到，如式(10)所示。 

 
1

1

sin( )

cos( )

t t

t t

x x v dt

y y v dt

 

 

+

+

 = + +


= + +




 (10) 

 表示动作执行后，汽车转弯角度的变化量，最后构建奖励

函数 R 来建立车辆动力模型，奖励函数如式(11)所示。 

 

0(
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r
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r



=


= = −
 = −

车辆正常行驶)

车辆成功掉头)

车辆触碰边界)

 (11) 

奖励函数设计的好坏直接影响着算法的收敛与否以及算

法的收敛速度。由于仿真车辆在掉头过程中所做的动作难以

判定好坏，所以将仿真车辆行驶时刻的奖励设置为 0。当仿

真车辆触碰边界时，给智能体一个较大的负奖励，促使其尽

量避免触碰边界；当仿真车辆成功掉头时，给它一个正奖励，

并减去掉头过程中使用的动作总数 countA 与参数  的乘积，经

过反复实验，最终取  为 0.1。 

将车辆的位置与转弯角度信息进行卷积操作后输入特征

提取网络，然后将状态特征输入智能体，智能体经过处理后

输出动作信息给环境，然后环境给智能体反馈奖励信号，模

型原理图如图 1 所示。 

本研究针对所建立的模型构建了虚拟仿真环境，地图的

大小设置为 400 600 ，以左下角为原点，在这张地图中，绿色

部分是不可行驶区域，灰色部分是可行驶区域，黑色直线表

示场景边界。 

设定车辆在掉头过程中的速度是恒定的，车辆在掉头过

程中不能在不可行驶区域行驶。车辆掉头仿真环境如图 2 所示。 

根据仿真环境的大小,形状和车辆的动态特性,和一个规

则的车辆不能碰撞仿真环境的边缘等因素;将奖励值的定义

规则如下： 
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a) 当 0 300L y L+   − ，并且 100x L + ， 300x L − 时，表示

车辆行驶到了不可行驶区域，此时 10r = − ，学习过程结束并

重新开始。 

b) 当 300 600L y L+   − ，并且 0x L + 或 400x L − 时，表

示车辆撞到了地图的左右边界，此时 10r = − ，学习过程结束

并重新开始。 

c) 当 0 400L x L+   − ，并且 0y L + 或 600y L − 时，表示

车辆撞到了地图的上下边界，此时 10r = − ，学习过程结束并

重新开始。 

d) 当 0 100L y L+   − ，并且 100 300L x L+   − 时，车辆到

达目的地， 10 countr A= − 。 

e) 其他情况，仿真车辆被认为在模拟场景中行驶， 0r = 。 

 

图 1 模型原理图 

Fig. 1 Model schematic diagram 

在建立第一个环境时，由于车辆可行驶区域较大，在训

练过程中，仿真车辆不用倒车也可以实现掉头行为，所以为

了增加实验难度，让自动驾驶车辆能够适应更多的复杂环境，

第二个实验缩小了仿真车辆用于转弯掉头的可行驶区域，此

时仿真车辆必须在转弯过程中进行倒车才能完成掉头任务，

增加掉头难度后的仿真环境示意图如图 3 所示。 

   

 图 2 仿真环境示意图 图 3 仿真环境示意图 

 Fig. 2 Schematic diagram of  Fig. 3 Schematic diagram of s 

 simulation environment imulation environment 

环境改进后，此时奖励值的定义规则如下： 

a) 当 0 400L y L+   − ，并且 100x L + ， 300x L − 时，表示

车辆行驶到了不可行驶区域，此时 10r = − ，学习过程结束并

重新开始。 

b) 当 400 600L y L+   − ，并且 0x L + 或 400x L − 时，表

示车辆撞到了地图的左右边界，此时 10r = − ，学习过程结束

并重新开始。 

c) 当 0 400L x L+   − ，并且 0y L + 或 600y L − ，表示车

辆撞到了地图的上下边界，此时 10r = − ，学习过程结束并重

新开始。 

d) 当 0 100L y L+   − ，并且 100 300L x L+   − ，车辆到达

目的地， 10 countr A= − 。 

e) 其他情况，车辆被认为在模拟场景中行驶， 0r = 。 

在强化学习当中，奖励函数对智能体的训练至关重要，

其承担了类似于监督学习中数据标签的作用。一方面，由于

刚开始训练时，智能体采用随机策略，导致智能体获取奖励

难度较大，所以刚开始训练智能体时得到的奖励相对稀疏；

另一方面，稀疏奖励广泛存在于一些强化学习任务之中。比

如在机械臂抓取任务中，机械臂要完成一系列复杂的动作才

能成功抓取目标，获得最终奖励，中间任何一个动作导致实

验失败都无法获取最终奖励，但除去导致机械臂抓取任务失

败的少部分动作外，该过程中的其他动作很难判定其好坏，

也很难给与这些动作确定的奖励；在飞行器导航任务中，只

有当飞行器成功到达指定位置或撞毁在障碍物上时才能获得

最终奖励或惩罚，飞行过程中飞行器所做的一系列调整飞行

姿势的动作都很难设定奖励；还有围棋等强化学习任务都属

于稀疏奖励问题，在使用深度强化学习解决实际问题时经常

面临着该问题，它会大大降低算法的迭代速度，甚至会导致

算法难以收敛。仿真环境中的奖励示意图如图 4 所示。 

 

图 4 仿真环境的奖励示意图 

Fig. 4 The reward schematic of the simulation environment 

在仿真环境中，浅绿色部分代表不可行使区域，灰色部

分代表可行驶区域。在可行驶区域内部，仿真车辆驶入深绿

色的方框代表到达目标区域，此时获得奖励，红色的线代表

仿真环境的边界，当仿真车辆在行驶过程中碰到红色的线代

表此回合训练失败，此时获得惩罚；在其他情况下，即仿真

车辆行驶在灰色可行驶区域，未进入目标区域也未触碰仿真

环境边界，奖励为零。由奖励示意图可观察到，没有奖励或

惩罚的状态的数量要远远超过有奖励的状态的数量，在实验

中，有确定奖励的状态非常稀疏。 

3 分层近端策略优化算法 

很多传统的强化学习算法采用同策略的方式一边与环境

交互，一边进行学习，这样大大降低了智能体的学习速度，

近端策略优化算法通过重要性采样将同策略改进为异策略，

提高了智能体的学习速度，重要性采样公式如式(12)所示。 

 ~ ~

( )
[ ( )] [ ( ) ]

( )
x p x q

p x
E f x E f x

q x
=  (12) 

通过智能体与环境的交互得到可以得到轨迹  ，然后使

用评论家网络计算出优势函数 G ，用于评判所选动作相比其

他动作的优势，优势函数如式(13)所示。 

 2
1 1 ( )

N
t t t t t N tG r r r r vs  + + += + + + + −  (13) 

经过反复实验，将  设置为 0.9 。在实验中，智能体的网

络与优势网络除了输出层，其他部分都使用相同的神经网络

结构，每个步骤的回报可按式(14)计算： 

 ( )t t tR G v s= +  (14) 

有了优势函数，就可以使用梯度搜索来调整网络参数  ，

环境

智能体
a

r
s
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搜索的目的是将式(15)目标函数 ( )J  最大化， 

 ( ) min( ( ) , ( ( ),1 ) ),1t t t tJ p G clip p G   − +=  (15) 

近端策略优化算法网络结构如图 5 所示。 

s
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Environment
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图 5 PPO 算法网络结构图 

Fig. 5 PPO algorithm network structure diagram 

具有层次结构的智能体能够将强化学习问题分解成更小

的子问题，具有加速学习的潜力，所以使用分层强化学习的

思想来解决该问题。将智能体的控制分为高层与低层，高层

智能体进行低层智能体学习目标的设定，它对多个时间步 t

执行一次决策，高层智能体学习的动力是外部的稀疏奖励；

低层智能体通过学习完成高层智能体给定的目标，在每一时

间步 t 作出决策，低层智能体的驱动力是内部奖励，如图 6 所

示。 

智能体的高层与低层都是由近端策略优化算法组成，高

层智能体观测原始状态，通过计算价值函数 2 2( , ; )t tQ s g = 来最

大化外部奖励，低层智能体中的表演家网络接受状态与当前

目标，通过计算价值函数 1 1( , ; , )t t tQ s a g= 来求解预测目标，当

且仅当目标达成时，评论家网络才会给出正向激励。 

当每一回合结束，或目标 g 达成时，低层智能体表演家

网络停止，然后高层智能体选择一个新的 g ，然后重复该过

程。使用深度学习的框架为高层智能体与低层智能体学习策

略，使用式(16)来估计低层智能体的 Q 函数。 

 * '
1 '

'

( , , ) max [ | , , , ]
ag

t t
t t t t ag

t t

Q s a g E r s s a a g g


 


−

=

= = = =  (16) 

Environment

HPPO

Critic

Actor

action

goal

Intrinsic 
reward

state

agent

action

extrinsic reward

 

图 6 分层智能体结构示意图 

Fig. 6 Schematic diagram of hierarchical agent structure 

在高层智能体的策略里面， g 是智能体在状态 s 与策略

ag 下的目标，同样用式(17)来估计高层智能体的 Q 函数。 

 
'

*
2

*
' 2

'

( , )

max [ max ( , ') | , , ]
g

t N

t t N t t gg

t t

Q s g

E f Q s g s s g g  
+

+

=

=

+ = =
 (17) 

N 代表低层智能体到达当前目标所使用的时间步， 'g 表示在

状态 t Ns + 时智能体的目标， g 是当前策略的目标。 

使用参数为  的非线性函数近似表示 * ( , ) ( , ; )Q s g Q s g =  ，

1Q 、 2Q 可以通过最小化其损失函数 1 1( )L  与 2 2( )L  得到， 1Q 的

损失函数可以使用式(18)表示： 

 2
1 1 ( , , , , ') 1, 1 1,( , ) ~ ( ( , ; , ))s a g r s i iL i E y Q s a g = −  (18) 

其中 i 代表训练迭代数， 1, 1i − 在上一次迭代中保持固定。 1,iy

表示通过上一状态以及其目标得到的 Q 值。损失函数 2L 的原

理与上式相同。 

在训练过程中，智能体首先与环境进行交互采集轨迹数

据，并将交互得到的轨迹数据存储在经验池中，等存储了足

够的数据后，智能体开始在经验池中随机抽取一定量的数据

一边交互一边学习，表演家网络进行策略的更新，评论家网

络进行价值的更新，更新过程如图 7 所示。 

1 1( , , , , ( , ))t t t t old t ts a s r a s+ +

Replay buffer

Actor网络

( | )t t

θ

a s

根据新策略 ，计算

动作概率

( , )
( )

( , )

t t
t

old t t

a s
r

a s









=

计算动作概率比率

( ) [min( ( ) , ( ( ),1 ,1 ) )]CLIP
t t t t tL r A clip r A    = − +

对动作概率比率进行裁剪，计算损失值

Critic网络

1( ) ( )t ts V s  +

计算状态值

与V

1

1 1( ) ( )T t

t t t t T TA V s r r r T tV s   − +

+ −= − + + + + + −

计算优势值

1 1( ) ( )t t tTD error V s r V s  + +− = + −

计算

batch
( , )t ts a

1( , )t ts s +

( | )old t ta s
1tr +

( )tV s

更
新
网
络
参
数
θ

更
新
网
络
参
数
ϕ

 

图 7 算法训练流程图 

Fig. 7 Schematic diagram of hierarchical agent structure 

4 实验 

在真实环境中，当可掉头区域较大时，车辆通过在前进

过程中多次旋转方向盘，调整车身的位置，从而完成掉头任

务，这对应场景一。但在可掉头区域较小时，车辆需要通过

增加倒车行为来完成转弯过程，这对应场景二。 

4.1 参数设定 

在实际情况中，由于车载摄像机的一部分局限性，实验

选择使用激光雷达来探测掉头过程中车辆在环境中的位置以

及车辆在环境中的姿势。按照实际的比例，在实验的仿真环

境中建立一个车宽 40，车长 60 的仿真车辆。然后在仿真车

辆的正前方、正后方、正左方、正右方设置四个仿真雷达，

通过它们探测的数据计算车辆在仿真环境的坐标与车辆的转

弯角度，在实验中，使用这两个量作为智能体的状态。一般的

小型车辆最大转弯角度都在 45°左右，将汽车转弯角度离散化

为 5 个选项，每个选项为 18°，使用其作为智能体的动作。 

在场景一中，由于可用于仿真车辆掉头的车辆可行驶区

域较大，所以车辆能够在不倒车的情况下使用转弯动作完成
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掉头。但在场景二中，由于实验缩小了仿真车辆在转弯过程

中的车辆可行驶区域，车辆无法仅通过前进完成掉头任务，

所以针对第二个场景，实验二在实验一的基础上又增加了五

个倒车动作，分别对应前五个角度的反方向。 

在仿真环境中，实验通过仿真车辆的雷达获得车辆位置，

以及车辆的旋转角度，将其作为算法的输入，然后输出车辆

在下一时刻的旋转角度，在反复进行多次实验后，取  为 0.9，

此时算法能获得相对较高的奖励。实验中模型的参数如表 1

所示。表 1 中，仿真车辆在仿真环境中的坐标用 ( , )x y 表示，

它包含在在仿真环境 xyD 中，仿真车辆的在仿真环境中的车身

姿势用  表示，它的范围包含在前进动作空间 sA 与倒车动作

空间 bA 中。 

详细的参数设置如表 1 所示。 

表 1 MDP 参数表 

Tab. 1 MDP parameter table 

MDP 仿真环境 

S  ( , ) xyx y D ; ,s bA A   

A  场景一： sA  ；场景二： bA   

R  

0

10

10

count

r

r A

r



=


= −
 = −

仿真车辆未触碰边界未成功掉头

仿真车辆成功掉头

仿真车辆触碰边界

 

  0.9 

4.2 实验 

实验采用了 HAC 算法、PPO 算法、AC 算法、DQN 算

法与文中提出的 HPPO 算法来测试车辆在初始角度不同时能

否训练有效的转弯策略，实验结果如图 8 所示，横坐标为训

练回合数，纵坐标为累计奖励。 

 

图 8 平均奖励图 

Fig. 8 Average reward chart 

从结果可以看出，在场景一中，由于实验难度较低，使

用分层结构的 HPPO 算法能够在 5000 回合左右实现调头任

务，同样具有分层结构的 HAC 算法也在 10000 回合左右的

时候实现了调头任务。其他三种算法在 20000 回合都无法达

到目标。 

使用分层思想改进的 HPPO 算法相比其他算法不仅能够

收敛，而且能够以较快的速度进行收敛，这表明了在所有的

算法中，HPPO 具有较好的性能。 

为了避免偶然性因素，训练好的智能体在进行 50 次仿

真后成功掉头的几率以及平均累计回报如表 2 所示。 

表 2 不同方法的准确率 

Tab. 2 Accuracy of different methods 

算法 成功率 平均回报 

DQN 0.0007±0.0114 -9.7090±0.3596 

PPO 0.0086±0.01252 -9.4957±0.3734 

AC 0.0041±0.0146 -8.5556±0.2796 

HAC 0.9726±0.0162 -3.0381±2.5415 

HPPO 0.9843±0.0124 -2.5021±1.9617 

在场景二中，为了增加掉头的难度，减少了仿真车辆在

仿真环境的可行驶区域，增加了汽车掉头难度，在该场景下

各个算法的表现如图 9 所示。 

 

图 9 平均奖励图 

Fig. 9 Average reward chart 

从结果可以看出，随着训练的不断进行，非分层机制的

算法得到的平均奖励在-9 左右，始终无法得到更高的奖励。

但相比传统的算法，HPPO 算法能够获得的奖励在不断增加，

这说明智能体很好的学习了驾驶技能，也表示 HPPO 算法能

够使车辆更加快速安全的完成转弯任务。 

同样地，为了避免偶然性因素，训练好的智能体在复杂

环境下进行 50 次仿真后成功掉头的几率以及平均累计回报

如表 3 所示。 

表 3 不同方法的准确率 

Tab. 3 Accuracy of different methods 

算法 成功率 平均回报 

DQN 0.0004±0.0198 -9.7099±0.3596 

PPO 0.0181±0.0162 -9.0381±0.5415 

AC 0.0021±0.0182 -9.4957±0.3734 

HAC 0.9421±0.0152 -3.5556±3.2796 

HPPO 0.4248±0.0141 -2.5022±2.9617 

4.3 讨论 

经过训练后的智能体完全掌握了自动驾驶车辆的掉头任

务，且都能在两种掉头场景使用较少的动作成功掉头，自动

驾驶车辆的掉头轨迹图如图 10 所示。 

   

图 10 仿真车辆转弯轨迹图 

Fig. 10 Simulation vehicle turning trajectory diagram 

如图 10 左图所示，在场景一中，由于仿真车辆的转弯区

域较大，所以在训练完成后，车辆仅使用前进转弯动作就完

成了掉头任务；如图 10 右图所示，相比左图场景一中的仿真

车辆行驶轨迹，场景二的仿真车辆行驶轨迹明显更为复杂。

这是因为场景二缩小了仿真车辆的转弯区域，导致转弯难度

变大，所以在训练完成后，仿真车辆除了使用前进转弯动作

以外，还使用了倒车动作，学习了更多回合才完成了掉头任

务。如图 10 所示，仿真车辆的轨迹中实心圆形所在的点表示

仿真车辆的掉头起点，实心五角星所在的点代表仿真车辆的

掉头终点。 

5 结束语 

本文针对自动驾驶车辆的掉头问题，首先建立了一个适

用于强化学习的马尔可夫决策过程模型，根据实际情形下的
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车辆掉头问题，设计了两个场景；然后针对该模型出现的稀

疏奖励问题采用分层的思想进行解决，提出了一个分层近端

策略优化算法，设计了合理的奖励函数。实验证明，相比于

其他传统的强化学习算法，改进后的算法能够在车辆掉头时

为车辆设计更安全更快速的掉头策略。 

在未来的工作中，考虑自动驾驶汽车其他的小场景问题，

旨在适用于更多的场景。 
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